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1 RESUMO 

 

O conhecimento sobre a evapotranspiração é fundamental para determinar o balanço hídrico de 

uma determinada região, pois pode afetar a política de gestão hídrica da bacia. Nesse contexto, 

o uso de modelagem matemática com abordagem difusa, como a modelagem fuzzy, cuja origem 

se deu justamente devido ao desafio de se trabalhar com incertezas, pode auxiliar na 

determinação da evapotranspiração, auxiliando no processo de tomada de decisão. Desta forma, 

no presente artigo, desenvolveu-se um modelo neuro-fuzzy (baseado em lógica fuzzy e redes 

neurais) para determinar a evapotranspiração de referência pelo método de Camargo. Definiu-se 

como variáveis de entrada a temperatura e radiação solar, ambas coletadas pelo Instituto 

Nacional de Meteorologia (INMET) na estação de Tupã, os dados foram considerados pelo 

período de um ano. Tal sistema, possibilita ao produtor a obtenção instantânea do valor da 

evapotranspiração de referência, além da classificação qualitativa em classes. A partir dos 

processos realizados neste trabalho, o método computacional estabelecido, mostrou-se capaz 

de calcular instantaneamente a evapotranspiração de referência pela equação de Camargo, a 

partir das variáveis radiação solar e temperatura, relatando que quanto menor os valores de 

temperatura e radiação solar, menor será o valor da evapotranspiração de referência. 
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2 ABSTRACT 

 

Knowledge about evapotranspiration is essential to determine the water balance of a given 

region, since it can affect the basin's water management policy. In this context, the use of 

mathematical modeling with diffuse approach as fuzzy modeling, in which its origin was rightly 

due to the challenge of working with uncertainties, it can assist in the determination of 

evapotranspiration, helping in the decision-making process. Thus, in this article, he developed 

a neuro-fuzzy model (based on fuzzy logic and neural networks) to determine the reference 

evapotranspiration by the Camargo method. The input variables were temperature and solar 

radiation, both collected at the National Meteorology Institute (INMET) at the Tupã station, the 

data were considered for a period of one year. Such a system allows the producer to instantly 

obtain the reference evapotranspiration value, in addition to the qualitative classification in 

classes. Based on the processes conducted in this work, the established computational method 

could instantly calculate the reference evapotranspiration from the Camargo equation, based on 

solar radiation and temperature variables, reporting that the lower the values of temperature and 

solar radiation, the lower will be the reference evapotranspiration value. 

 

Keywords: diffuse logic, neural networks, irrigation, water balance. 

 

 

3 INTRODUÇÃO 

 

A evapotranspiração (𝐸𝑇) é definida 

como o parâmetro no qual são considerados 

os processos simultâneos de transferência de 

água para a atmosfera, por meio da 

transpiração das plantas e evaporação da 

água nas superfícies (ALLEN et al.,1998). 

Este parâmetro é comumente medido por 

milímetro por dia (mm/dia), sendo que um 

milímetro de evapotranspiração corresponde 

ao deslocamento de um litro de água para a 

atmosfera para cada metro quadrado da 

superfície. As taxas de ET são diferentes 

para cada tipo de ambiente, pois ela é 

influenciada por diversos fatores, como: tipo 

de folha, porcentagem de cobertura vegetal 

do solo, estágio de crescimento da planta, 

temperatura, umidade, velocidade do vento e 

radiação solar (ALLEN et al.,1998).  

Para a obtenção do balanço hídrico 

de uma determinada região é fundamental o 

conhecimento da água perdida por 

evapotranspiração, e para isso, o cálculo da 

evapotranspiração de referência (𝐸𝑇𝑜) é 

utilizado (GURSKI; JERSZURKI; SOUZA, 

2018). Segundo Allen et al. (1998), a 𝐸𝑇𝑜 

ocorre em uma superfície de referência sem 

a imposição de deficiência hídrica. Devido 

aos custos altos dos equipamentos e a 

sensibilidade para a determinação da 𝐸𝑇𝑜, 

muitos agricultores não tem acesso a eles 

e/ou acabam fazendo a gestão de seus 

sistemas incorretamente. Com isso, existem 

inúmeros métodos para determinar a 𝐸𝑇𝑜, 

em que são utilizados sensores mais fáceis 

de manusear e métodos que demandam um 

número menor de variáveis, como o Método 

de Camargo (CAMARGO; CAMARGO, 

2000). 

O modelo apresentado por Camargo 

é uma simplificação do método de 

Thornthwaite, utiliza apenas dados de 

temperatura média e radiação solar e foi 

desenvolvido por meio de uma equação 

analítica para o cálculo da 

evapotranspiração, sendo aplicável a 

qualquer condição climática com eficiência 

(CAMARGO, 1971). Assim, o método 

começou a ser aprimorado na década de 60, 

período no qual substituiu o de 

Thornthwaite, e seu diferencial foi a 

substituição do índice “I” pelo “T”, que 

corresponde à temperatura média anual da 

região. Além disso, Camargo elaborou uma 

tabela de simples entendimento para a 
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obtenção do valor diário da ETo, não sendo 

necessária a correção devido à latitude com 

base no índice “T” como no método de 

Thornthwaite, o que facilitou a estimativa 

(CAMARGO; CAMARGO, 2000). Baseado 

em resultados obtidos pelo método de 

Thornthwaite, na década de 70, Camargo 

propôs um novo método, baseado em dados 

de temperatura média do ar e radiação solar 

extraterrestre, que apresentava eficiência 

semelhante. Tal metodologia, de acordo com 

a Empresa Brasileira de Pesquisa 

Agropecuária (Embrapa) (2010), foi baseada 

em resultados da ETo estimados para mais 

de uma centena de localidades 

(CAMARGO; CAMARGO, 2000).  

Atualmente existem inúmeros 

métodos para determinar a 

evapotranspiração, e trabalhos recentes vêm 

buscando indicar o modelo que melhor se 

ajusta para determinadas regiões, como no 

trabalho de Cunha et al. (2021), em que os 

autores recomendam o modelo de De Jong e 

Stewart para o estado de Minas Gerais. 

Adicionalmente, diversos trabalhos podem 

ser ressaltados em estudos quantitativos de 

variáveis meteorológicas e/ou energias 

renováveis na engenharia agrícola, mais 

especificamente com energia solar 

(GABRIEL FILHO et al., 2012), radiação 

solar (2021b), velocidade do vento 

(NAZARÉ et al., 2020; GABRIEL FILHO 

et al., 2011b) e sistemas híbridos solar e 

eólica (GABRIEL FILHO et al., 2016; 

SERAPHIM et al., 2014). 

Modelos baseados em inteligência 

artificial vêm apresentando grande 

aplicabilidade na determinação da 

evapotranspiração (SANIKHANI et al., 

2019; TIKHAMARINE et al., 2020; 

GRANATA et al., 2020). Também tem se 

destacado o uso de modelos nos quais são 

aplicados os conceitos redes neurais 

(MALIK, KUMAR e KISI., 2018; 

ASHRAFZADEH et al., 2020) e neuro-fuzzy 

(SHIRI, 2019; ADNAN et al., 2019). 

A teoria dos conjuntos fuzzy foi 

iniciada por Lotfi Asker Zadeh em 1965, 

tendo origem no desafio de se trabalhar com 

incertezas. Os conceitos difusos, aproximam 

a modelagem matemática ao raciocínio 

humano através de conjuntos fuzzy, que 

utilizam variáveis numéricas e linguísticas 

para descrever os fenômenos estudados. 

Assim, é possível descrever termos 

subjetivos, como “aproximadamente” e “em 

torno de” matematicamente (ZADEH, 

1965). 

Diversos trabalhos vêm mostrando 

aplicações de sistemas fuzzy na área de 

irrigação, na modelagem matemática da 

produtividade da laranja e trigo com água de 

reuso (PUTTI et al. 2017b, 2021; BOSO et 

al. 2021a, 2021b), nas variáveis biométricas 

das culturas de alface, tomate e rabanete a 

partir de diferentes lâminas de irrigação 

(MATULOVIC et al. 2021; VIAIS NETO et 

al. 2019a, 2019b), e na vitalidade de 

orquídeas (PUTTI et al. 2014, 2017a). Na 

engenharia agrícola, destacam-se trabalhos 

na produção e empresas avícolas (PEREIRA 

et al., 2008; CREMASCO et al., 2010), na 

produção bovina (GABRIEL FILHO et al., 

2011a, 2016), na otimização de implementos 

agrícolas (GÓES et al., 2021), e no mercado 

de produtos agrícolas (GABRIEL FILHO et 

al., 2015; MARTÍNEZ et al., 2020). 

Modelos baseados em redes neurais, 

aplicando dados meteorológicos, tal como o 

desenvolvido por Nazaré et al. (2020), 

buscam empregar o aprendizado de máquina 

a fim de obter menores erros, diminuindo as 

incertezas do modelo.  

O objetivo deste trabalho foi elaborar 

um modelo matemático para a estimativa de 

evapotranspiração, por meio do método de 

Camargo, utilizando um sistema de 

inferência adaptativo neuro-fuzzy (ANFIS), 

que emprega lógica fuzzy e redes neurais na 

sua concepção. Desta maneira, quando o 

produtor rural informar a temperatura e 

radiação solar do período ao modelo, e irá 

obter instantaneamente a evapotranspiração 

de referência, podendo assim, planejar com 

maior eficiência projetos de irrigação. 
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4 MATERIAL E MÉTODOS  

 

De acordo com Back (2008), a 

evapotranspiração de referência (ETo) 

calculada pelo método de Camargo é 

realizada por meio da Equação 1: 

 

𝐸𝑇𝑜 = 𝑅𝑎. 𝑇. 𝐾. 𝑁𝑑                      (1) 

Em que,  𝑅𝑎 é a radiação solar na 

superfície externa da atmosfera (mm). 𝑇 é a 

temperatura média obtida pela média entre a 

temperatura máxima e mínima (°C), 𝑁𝑑  é o 

número de dias do período; e 𝐾 é o fator de 

ajuste que varia de acordo com a temperatura 

média local, conforme a Tabela 1.

 

Tabela 1. Valor de 𝐾 em relação à temperatura média local (T). 

𝑻 𝑲 

< 23°C 0,01 °C-1 

= 24°C 0,0105°C-1 

= 25°C 0,011°C-1 

= 26°C 0,0115°C-1 

> 26°C 0,012°C-1 

 

Os dados de radiação solar (𝑅𝑎) e 

temperatura (𝑇) necessários para o cálculo, 

foram coletados da estação meteorológica 

automática do Instituto Nacional de 

Meteorologia (INMET) - Estação Tupã-

A768, localizada no município de Tupã, São 

Paulo, nas coordenadas geográficas 21º 56’ 

Latitude Sul e 50º 30’ de Longitude Oeste 

com altitude média de 524 metros. 

Na coleta de dados, considerou-se o 

período entre 20 de março de 2018 (início do 

outono) a 20 de março de 2019 (fim do 

verão), sendo que tais dados são registrados 

pela estação a cada hora, resultando, 

portanto, em 24h x 366 dias = 8784 dados. 

Considerou o fato de os sensores da estação 

meteorológica terem falhado no registro de 

algumas informações horárias que não foram 

disponibilizadas, realizou-se uma estimativa 

dos valores faltantes por meio do cálculo da 

média entre o valor anterior e posterior 

registrado, sendo que acima de três 

informações faltantes consecutivas, os dados 

foram retirados da análise. O período em que 

os dados não foram registrados constam na   
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Tabela 2, totalizando 102 

informações não registradas, ou seja, uma 

perda de 1,20%.  
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Tabela 2. Período superior a três informações consecutivas não disponibilizadas pelo INMET. 

Dia Período 

21/05/2018 3h às 12h 

21/06/2018 15h às 0h 

23/11/2018 0h às 4h 

08/12/2018 6h às 9h 

09/12/2018 4h às 10h 

11/12/2018 3h às 6h 

19/01/2019 5h às 10h 

07/02/2019 7h às 10h 

14/02/2019 1h às 7h 

21/02/2019 15h às 20h 

22/02/2019 0h às 7h 

23/02/2019 6h às 10h 

02/03/2019 17h às 21h 

04/03/2019 0h às 3h 

04/03/2019 5h às 11h 

13/03/2019 16h às 21h 

15/03/2019 15h às 18h 

 

A partir dos dados coletados, 

realizou-se uma análise de regressão linear 

múltipla com o objetivo de verificar a 

correlação e significância das variáveis de 

entrada em relação a variável de saída, sendo 

também possível obter mapas de contorno e 

superfície tridimensional do comportamento 

das variáveis. 

O desenvolvimento do sistema 

neuro-fuzzy para o cálculo automático da 

Evapotranspiração de Referência pela 

equação de Camargo é representado na 

Figura 1.  

 

Figura 1. Sistema neuro-fuzzy para a obtenção da Evapotranspiração de Referência a partir da 

radiação solar e temperatura. 
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As variáveis de entrada do sistema 

foram radiação solar (𝑅𝑎) e temperatura (𝑇), 

sendo que para cada uma delas foram 

definidos cinco conjuntos fuzzy com 

funções de pertinência do tipo sino 

generalizada, denominados “C1”, “C2”, 

“C3”, “C4” e “C5”. Os limites inicialmente 

definidos para cada conjunto estão 

representados na  

 

Figura 2. Funções de pertinência 

inicialmente definidas para as 

variáveis de entrada Radiação 

Solar (Ra) e Temperatura (T). 

. A variável de saída refere-se ao 

valor da evapotranspiração calculada pelo 

método de Camargo (definida pela Equação 

1). Como foram definidos 5 conjuntos fuzzy 

para cada uma das 2 variáveis de entrada, 

adotou-se 25 (5×5) regras para o 

estabelecimento do sistema.  

 

Figura 2. Funções de pertinência inicialmente definidas para as variáveis de entrada Radiação 

Solar (Ra) e Temperatura (T). 

 
 

A base de regras do sistema fuzzy foi 

obtida considerando todas as combinações 

possíveis entre os conjuntos fuzzy das 

variáveis de entrada, sendo 5 x 5 = 25 regras.  

A utilização dos conjuntos fuzzy, 

permite que um elemento possa ter 

pertinência parcial em diversos conjuntos, 

devido à transição gradual das variáveis. 

Assim, a utilização da Adaptive Network-

based Fuzzy Inference System (ANFIS) é 

pertinente a este trabalho, uma vez que se 

refere a uma rede adaptativa multicamada de 

aprendizado supervisionado. A resposta do 

sistema é calculada para os parâmetros 

fornecidos, obtendo-se uma relação próxima 

entre saídas e entradas, já que o algoritmo de 

treinamento ajusta os parâmetros nos nós das 

estruturas do modelo (SPACCA, 2019). 
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De acordo com Haznedar e Kalinli 

(2018), um modelo ANFIS composto por 

duas entradas com duas funções de 

pertinência cada uma, uma saída e o modelo 

de inferência Takagi – Sugeno, o qual foi 

utilizado neste trabalho, tem sua estrutura 

definida conforme a  

 Figura 3, visto que as regras 

estabelecidas são definidas pela seguinte 

sentença (Equação 2):

 

“𝑆𝑒 𝑥 é 𝐴𝑖 𝑒 𝑦 é 𝐵𝑖 , 𝑒𝑛𝑡ã𝑜 𝑓𝑖 = 𝑝𝑖𝑥 + 𝑞𝑖𝑦 + 𝑟𝑖”          (2) 

 

Onde, 𝑥 e 𝑦 são as variáveis fuzzy; 𝐴𝑖 

e 𝐵𝑖 referem-se aos conjuntos fuzzy; 𝑓𝑖 é a 

combinação linear das variáveis de entrada e 

a constante; e 𝑝𝑖 , 𝑞𝑖 e 𝑟𝑖 são os parâmetros 

consequentes da regra. 

 

Figura 3. Estrutura de um modelo ANFIS conforme Haznedar e Kalinli (2018). 

 

 
Fonte: Haznedar e Kalinli (2018). 

 

Verifica-se que a estrutura de um 

sistema ANFIS é composta por cinco 

camadas, descritas a seguir. 

 

Camada 1: esta camada possui nós 

adaptativos e parâmetros antecedentes, visto 

que estes podem ser ajustados durante o 

processo de aprendizado (HAZNEDAR; 

KALINLI, 2018). Nesta camada ocorre o 

processo de fuzzificação, no qual as funções 

de pertinência são associadas a um conjunto 

fuzzy com determinado grau de pertinência, 

tendo sua saída definida pela Equação 3:   

 

“𝑆𝑒 𝑥 é 𝐴𝑖 𝑒 𝑦 é 𝐵𝑖 , 𝑒𝑛𝑡ã𝑜 𝑓𝑖 = 𝑝𝑖𝑥 + 𝑞𝑖𝑦 + 𝑟𝑖”          (3) 

 

Onde 𝑖 é o número de variáveis de 

entrada, 𝑗 é o número de regras de 

combinação e µ é o grau de pertinência 

associado ao conjunto fuzzy.  

 

Camada 2: as células nessa camada 

são não adaptativas e sua contagem é igual à 

contagem de regras, assim Haznedar e 

Kalinli (2018) a definem como a camada das 

regras, já que as regras são acionadas com 
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determinado grau de pertinência, tendo a 

força de disparo definida pela Equação 4: 

 

𝑤𝑖 = 𝜇𝐴𝑖(𝑥). 𝜇𝐵𝑖(𝑦)                     (4) 

 

Onde 𝑤𝑖 é a força do disparo da 

regra, 𝐴𝑖 e 𝐵𝑖 referem-se aos conjuntos fuzzy, 

µ é o grau de pertinência e 𝑥 e 𝑦 são as 

variáveis fuzzy. 

 

Camada 3: de acordo com Mathur, 

Glesk e Buis (2016), essa camada também 

não possui nós adaptativos, já que é 

responsável por realizar a normalização, em 

que é aplicada uma média ponderada das 

forças de disparo das regras, calculada pela 

Equação 5: 

 

�̅�𝑖 =
𝑤𝑖

𝑤1+𝑤2
   (5) 

 

Onde �̅� refere-se à normalização, 

sendo 𝑖 o número de variáveis de entrada. 

 

Camada 4: esta é a camada de 

defuzzyficação, cujos nós são adaptativos e 

sua saída é o produto da força de disparo 

normalizada e um polinômio de primeira 

ordem, representada pela Equação 6: 

 

�̅�𝑖 . 𝑓𝑖 =  �̅�𝑖 . (𝑝𝑖𝑥 + 𝑞𝑖𝑦 + 𝑟𝑖);    𝑖 = 1,2    (6) 

 

Onde �̅�𝑖 representa a normalização e 

𝑝𝑖 ,  𝑞𝑖 e 𝑟𝑖 representam o conjunto de 

parâmetros de cada regra (MATHUR; 

GLESK; BUIS, 2016). 

 

Camada 5: denominada de camada 

de soma por Haznedar e Kalinli (2018), 

possui um único nó não adaptativo com a 

função de realizar a soma de todas as saídas 

da camada anterior para produzir a saída 

global do sistema ANFIS, dado pela 

Equação 7: 

 

𝑓 = ∑ �̅�𝑖 . 𝑓𝑖 =
∑ 𝑤𝑖.𝑓𝑖

∑ 𝑤𝑖
, 𝑖 = 1,2        (7) 

 

Onde  �̅�𝑖 a normalização e 𝑓𝑖 a 

combinação linear das variáveis de entrada e 

a constante. 

 

Ao percorrer esta estrutura, o modelo 

sofre ajustes nos nós adaptativos, utilizando 

os valores de saída obtidos, para que o erro 

entre a saída do modelo e a saída real seja 

mínimo (HAZNEDAR; KALINLI, 2018). O 

responsável pela realização desses ajustes é 

o algoritmo de aprendizado, que neste 

trabalho foi utilizado o algoritmo híbrido, 

que corresponde à combinação da técnica do 

backpropagation, para os ajustes dos nós 

antecedentes, e estimativa dos mínimos 

quadrados, para os parâmetros consequentes 

das funções de saída (AL-DUNAINAWI; 

ABBOD; JIZANY, 2017). 

Os estudos numéricos e 

experimentais deste trabalho foram 

desenvolvidos utilizando o software 

Matlab®, que foi utilizado para a 

implementação dos modelos propostos, por 

meio do pacote Fuzzy Logic Toolbox. 

 

 

5 RESULTADOS E DISCUSSÃO 

 

A partir da obtenção dos dados 

válidos para a modelagem, procedeu-se a 

análise de regressão, sendo que esta consiste 

em técnicas estatísticas que modelam 

matematicamente os dados, gerando uma 

função que os represente e relacione as 

variáveis. Na regressão múltipla, empregada 

neste trabalho, é modelado mais de uma 

variável de entrada.  

Os valores de entrada e saída 

apresentaram correlação positiva quando 

relacionados, sendo que a relação entre as 

duas variáveis de entrada (T e Ra), mostrou-

se significativa, com média explicação dos 

dados (60%). Quando se trata da variável 

resposta (ETo), seu relacionamento com as 

variáveis de entrada foi significativo, com p-

valor igual a 0, apresentando poder 

explicativo de 97% quando relacionada à 

variável radiação solar (Ra) e 71% quando 
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relacionada à temperatura (T), como pode 

ser verificado na Figura 4.
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Figura 4. Regressão Linear Múltipla para as variáveis Radiação Solar (Ra), Temperatura (T) e 

Evapotranspiração de Referência (ETo). 

 
 

O modelo de regressão linear 

múltiplo apresentou 97,24% de ajuste da 

equação aos dados do modelo e está 

representado na Equação 8.  

 

ETo = -4,3192 + 0,003363 Ra + 0,16550 T                                                                             (8) 

 

Em que: ETo é a evapotranspiração 

de referência (mm), Ra é a radiação solar 

(MJ m-2 dia-1) e T é a temperatura (°C). 

 

A análise de variância mostrou que 

as variáveis T e Ra são significativas ao 

modelo (ambas com p-valor < 0,05), além de 

evidenciar a grande variabilidade dos dados 

em torno da média. 

Tabela 3. Análise de variância da análise de regressão linear múltipla do conjunto de dados. 

Fonte 
Grau de 

Liberdade 

Soma dos 

Quadrados 

Quadrado 

Médio 
Valor F Valor-P 

Regressão 2 87981 43990,6 83242,21 0,000 

Ra 1 41993 41993,1 79462,46 0,000 

T 1 2255 22555 4268,00 0,000 

Resíduos 4728 2499 0,5   

Total 4730 90480    
Ra é a radiação solar (MJ m-2 dia-1) e T é a temperatura (°C). 

 

Considerando a importância das 

variáveis de entrada testadas para a 

descrição do modelo de evapotranspiração, 

obteve-se um mapa de superfície e de 

contorno, que podem ser visualizados na 

Figura 5. Tais mapas, mostram inúmeras 

combinações das variáveis de entrada do 

modelo (radiação solar e temperatura), 

sendo possível verificar de maneira mais 

didática, o comportamento da variável 

dependente (ETo) em função das variáveis 

de entrada (Ra e T), evidenciando que 
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quanto menor for os valores de T e Ra, 

menor será o valor da evapotranspiração. 

 

Figura 5. Superfície e Mapa de Contorno para as variáveis temperatura (T) e radiação solar 

(Ra) e sua influência sob a Evapotranspiração (ETo). 

 
 

Considerando os dados válidos para 

a elaboração do modelo neuro-fuzzy, 

realizou-se a combinação de todos os valores 

das variáveis de entrada para o treinamento 

do algoritmo de aprendizado. Desta forma, 

para a radiação solar (Ra), variou-se a cada 

10 unidades entre o valor mínimo obtido de 

zero e o máximo de 4.200, enquanto que para 

a variável temperatura (T), o intervalo foi de 

uma unidade, sendo o valor mínimo de sete 

e o máximo de 40. Desta forma, o modelo foi 

treinado por meio de 14.315 combinações de 

radiação solar e temperatura. 

Desta maneira, ao proceder o 

treinamento do modelo, as funções de 

pertinência das variáveis de entrada são 

ajustadas com o objetivo de minimizar o erro 

de predição (MATHUR; GLESK; BUIS, 

2016). Assim, as funções de pertinência das 

variáveis de entrada anteriormente definidas 

pela  

 

Figura 2. Funções de pertinência 

inicialmente definidas para as 

variáveis de entrada Radiação 

Solar (Ra) e Temperatura (T). 

 sofreram ajustes pelo próprio 

algoritmo de aprendizado, e passaram a ter 

seus limites definidos pelas funções 

gaussianas representadas na   



2                                                    Modelagem neuro-fuzzy... 

Irriga, Botucatu, Edição Especial – Sudeste, v. 1, n. 3, p. 489-505, dezembro, 2021 

Figura 6. Verifica-se que houve 

mudanças significativas para a variável 

temperatura (T).
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Figura 6. Funções de pertinência para as variáveis de entrada Radiação Solar (Ra) e 

Temperatura (T). 

 
 

Ainda de acordo com Mathur, Glesk 

e Buis (2016), durante o treinamento, 

ocorrem diversas interações entre os dados 

de entrada a fim de minimizar o erro, sendo 

essas interações conhecidas como épocas. 

Como pode ser visto na Figura 7, neste 

trabalho estabeleceu-se 100 épocas para o 

treinamento do modelo, sendo que o erro 

preditivo reduz de 0,07 na primeira interação 

para, aproximadamente, 0,015 a partir da 

interação 98, indicando que o modelo 

alcançou o menor erro de treinamento 

possível.  

 

Figura 7. Variações dos erros de treinamento conforme as épocas do modelo neuro-fuzzy. 
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Ao se obter a equação de predição do 

modelo (Figura 8), verifica-se que o ajuste 

dos dados ao modelo (R2) foi de 99%, 

apresentando desempenho superior à 

predição realizada por meio da regressão 

linear múltipla, a qual apresentou R2 de 

97,24%. Portanto, é preferível a utilização 

do modelo ANFIS para a determinação da 

Evapotranspiração de Referência (ETo) pela 

equação de Camargo devido à maior 

precisão no cálculo e possibilidade de 

obtenção de resultados de forma instantânea. 

 

Figura 8. Equação de predição do modelo ANFIS. 

 
 

A partir dos resultados obtidos com a 

elaboração do modelo para o cálculo da 

evapotranspiração de referência por meio da 

equação de Camargo, elaborou-se superfície 

e mapa de contorno (Figura 9), tornando 

possível a visualização do comportamento 

da variável resposta (Evapotranspiração de 

Referência) em função das modificações das 

variáveis de entrada (Ra e T) mais 

compreensível.

 

Figura 9. Superfície e mapa de contorno obtidos a partir da elaboração do modelo neuro-fuzzy 

para o cálculo da evapotranspiração de referência. 

 
 

A partir das figuras anteriores, 

percebe-se que quanto menor os valores de 

temperatura e radiação solar, menor será o 

valor da evapotranspiração de referência, 

sendo zero o menor valor obtido e 20 mm o 

maior valor para os valores de temperatura e 
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radiação solar mais elevados. Ressalta-se 

que este comportamento da resposta do 

modelo era esperado, uma vez que a 

radiação solar é a principal fonte de energia 

para a Terra, sendo um dos fatores 

determinantes do clima e, 

consequentemente, um parâmetro que 

influencia a temperatura (GOMEZ et al., 

2018). 

 

 

6 CONCLUSÕES 
 

Por meio deste estudo, verifica-se 

que as variáveis de entrada (Ra, T), para 

cálculo de evapotranspiração pelo método de 

Camargo, são fundamentais para o ajuste do 

modelo de regressão múltipla e também para 

a modelagem por meio do método de 

inferência neuro-fuzzy (ANFIS).  

Desta maneira, o método 

computacional estabelecido neste trabalho 

mostrou-se capaz de calcular 

instantaneamente a evapotranspiração de 

referência por meio da equação de Camargo, 

a partir da inserção das variáveis radiação 

solar e temperatura, relativas à localidade do 

plantio que se deseja monitorar. Tal método, 

baseado em sistema neuro-fuzzy, permite o 

produtor saber o valor da evapotranspiração 

de referência, que após ser multiplicada pelo 

coeficiente de cultivo da cultura requerida, 

possibilita determinar a real necessidade 

hídrica da planta para a adoção de práticas 

de manejo mais adequadas para a otimização 

de recursos. 
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